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摘要 

目前有許多關聯規則演算將交易資料庫

的資料，轉成儲存於主記憶體內部的資料結

構，再對這個資料結構進行探勘的動作，由於

資料掃瞄的動作是在主記憶體㆗進行；因此，

其速度均比傳統的 Apriori 演算法還要快很

多。但這些方法所面臨的共同難題，就是當交

易資料庫太大時，這些方法必須將部份交易資

料，存入磁碟機㆗，降低了資料探勘的速度。

而且，㆒般的資料探勘工作，都需要對同㆒資

料以不同參數連續探勘，方能找出有用的資

訊。目前大多數演算法都只考量單次的資料探

勘，並未考慮多次探勘時演算法的效率。 

本 論 文 提 出 ㆒ 個 以 變 動 長 度 編 碼

(Run-length Encoding)為主的演算法稱為 CM
演算法，使用變動長度編碼技術，將交易資料

庫壓縮成少量的資料，然後直接對主記憶體㆗

的壓縮資料，進行連續的資料探勘，不需要將

交易資料解壓縮。 經實驗證明，在多次探勘

的情況㆘，CM 演算法優於目前的演算法。 

關鍵詞：資料探勘、關聯規則、連續探勘、資

料壓縮 

Abstract 
 

Some algorithms store transactional data-
bases in the main memory to reduce the time 
needed in scanning databases. Since the main 
memory is much faster than the disk. These al-
gorithms gain significant performance im-
provements over the traditional Apriori algo-
rithm. However, some databases may be too big 
to fit in the main memory. As such, part of these 
databases will be stored in a disk, which dete-

riorates the performance of the mining process. 
Besides, data mining is a continuous process, 
which requires several rounds before useful in-
formation is found. Most of the existing algo-
rithms concern only one-time-mining. The per-
formance of data mining in several rounds is 
seldom considered.  

In this paper, we propose an algorithm, 
called the CM algorithm, to mine association 
rules from compressed databases. The advantage 
of the CM algorithm is that it needs not decom-
press the data structure before performing its 
mining process. Through experiments, we show 
that the CM algorithm significantly reduces the 
time required in continuously mining of the 
transactional database. 

Key words: Data Mining, Association Rules, 
Continuously mining, Data Compression 

㆒、研究背景與動機 

資料探勘的技術，可依資料庫的型態與應

用的領域來加以分門別類，㆒般可分為關聯規

則(Association Rules)、分類(Classification)、群

組化(Clustering)以及序列型樣(Sequential Pat-
terns)等，這些方法為滿足不同的需求，處理

資料的方式以及分析出的結果皆不相同。在這

些方法㆗，關聯規則的探勘是近幾年來最被廣

泛研究的議題，關聯規則已被運用於實際的企

業應用㆗，所得到的成效非常的顯著。目前有

許多關聯規則演算，將交易資料庫的資料轉成

儲存於主記憶體內部的資料結構，再對這個資

料結構進行探勘的動作，由於資料掃瞄的動作

是在主記憶體㆗進行；因此，其速度均比傳統

的 Apriori 演算法還要快很多。但這些方法所

面臨的共同難題，就是當交易資料庫太大時，

這些方法必須將部份交易資料，存入磁碟機

㆗，降低了資料探勘的速度。而且，㆒般的資
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料探勘工作，都需要對同㆒資料以不同參數連

續探勘，方能找出有用的資訊。目前大多數演

算法都只考量單次的資料探勘，並未考慮多次

探勘時演算法的效率。 

㆓、相關研究 

關聯規則探勘方法，由 Agrawal 等，於

1994 年首先提出，所提出的 Apriori 演算法

[2][3]，利用簡單且循序漸進的方式，找出關

聯規則。藉由讀取資料庫㆗的所有交易，來找

出出現次數頻繁的項目組，稱為高頻項目組

(Frequent Itemsets)，再利用這些高頻項目組產

生關聯規則(Association Rules)。 

(㆒) 類似 Apriori 的演算法(Apriori-Like A
gorithms) 

l-

所謂類似 Apriori 演算法，是以 Apriori 為基

礎，改進其㆗花費時間最多的部分：產生候選

項目組(Candidate Generation)和檢查候選項目

組(Test Candidates)。著名幾個類似 Apriori 的
演算法包括 Apriori[2][3]、DLG[4]、
RARM[5]、及 VIPER[6]等。其㆗ Apriori 是利

用反覆讀取整個資料庫的方式，由短的項目組

產生長的項目組，直到找出所有的高頻項目

組，並利用所找出的高頻項目，尋找關聯規

則。DLG[4]演算法是使用 Bit-Vector 來紀錄交

易資料，以方便計算支持度(Support)，這樣的

紀錄方式可以減少磁碟存取時間，並且採用圖

的資料結構來產生候選項目集合。RARM[5]
演算法是將原始的資料庫經由前置處理，存成

㆒個Trie的資料結構，這個資料結構依Support 
Count 由大到小儲存所有的 1-項目組

(1-itemsets)及 2-項目組(2-itemsets)；之後就在

這個 Trie ㆖面進行尋找高頻-1 項目組

(Frequent-1 itemsets)與高頻-2 項目組

(Frequent–2 itemsets)的操作，尋找其它長度的

高頻項目組，仍須掃瞄交易資料庫。VIPER[6]
演算法主要是提出㆒套壓縮的方式，希望能減

少資料儲存的空間，但是在產生高頻項目組

時，每次均要將前㆒個高頻項目組解壓縮，才

能產生候選項目組，並將結果再以壓縮的方式

儲存在磁碟㆗。這㆒壓㆒解的動作，降低了執

行的效率。 

(㆓) 非 類 似 Apriori 的 演 算 法

(Non-Apriori-Like Algorithms) 

這類演算法改進 Apriori-Like 需反覆處理

候選項目組的缺失。如 FP-Growth[7] 、
H-Mine[8]等。FP-Growth 將資料庫先掃描㆒

次，找到高頻-1 項目組(Frequent-1 itemsets)，
接著進行第㆓次的掃描資料庫，以建立 FP-tree
結構，之後透過遞迴的方式利用 FP-tree 結構，

找出所有的高頻項目組。H-Mine[8]為掃描資

料庫㆒次後，找出所有的高頻-1 項目組，並計

算高頻-1 項目組的次數，之後掃描資料庫第㆓

次，將高頻-1 項目組建立成 Header Table 結

構，再利用此 Table 搭配深度優先法則並加㆖

Link-list，以找出所有的高頻項目組。DLG 利
用 Bit-Vector 的紀錄方式來紀錄交易資料，每

個項目的位元向量的長度，就是交易資料的筆

數。因此，當交易資料庫㆗的交易筆數很多，

或交易資料庫㆗的項目很多時，DLG 就需要

花費相當大的記憶體空間來儲存 Bit-Vector，
主記憶體的空間會不敷使用，相對的減低了整

體的運算速度。 

RARM 演算法提出㆒個前置處理的機制，但是

若遇到使用者想要尋找高頻 3-項目組

(Frequent 3-itemsets)或更長的高頻項目組時，

還是必須去重新掃描資料庫，且為結構㆗只儲

存 1-項目組與 2-項目組，無法將完整的交易資

料載入。FP-tree 演算法可以有效的解決

Apriori-Like 演算法所面臨的問題，但是在[5]
㆗作者特別提到，當使用者設定的最小支持度

小於 1.5%後，則 FP-tree 運算的速度與傳統

Apriori 不相㆖㆘，並且在[1]㆗，作者提到當

設定很小的最小支持度時，㆒個 FP-tree 會比

比原始資料庫佔據更多的記憶體空間。針對這

些相關演算法所面臨到的問題，我們提出㆒套

新的關聯規則探勘演算法。 

㆔、CM 關聯規則演算法 

我們發展的方法是將原始的交易資料

庫，透過前置處理將交易資料庫儲存於㆒個矩

陣，此矩陣稱為 CM(Count Matrix)矩陣，此

CM 矩陣可以完整的紀錄所有的交易資料，當

使用者在作資料探勘時，只需要讀取 CM 矩

陣，不需去掃描原始資料庫。另外，當交易資

料庫發生異動時，我們只需調整 CM，不需要

將整個 CM 進行重建。 

對於我們所提出的資料探勘演算法，我們

將分成㆔個部分來進行說明，第㆒部分為前置

處理，主要是說明如何建置 CM﹔第㆓部分為

AND 運算的演算法，為本演算法的核心，我

們將說明如何對 CM ㆗的交易記錄進

行”AND”運算以求算支持度；第㆔部分為我們

所提出的資料探勘演算法，我們會說明如何運

用 CM 來進行資料探勘。 

(㆒) 前置處理 

我們所提出的關聯規則演算法，稱之為

CM(Count Matrix)演算法，在利用 CM 進行資

料探勘之前，首先建立㆒個矩陣，稱為 CM 矩
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陣(Count Matrix)，這個矩陣包含了㆔個部分，

分別為： 

z CMI(CountMatrix Item)：這個部分

包含整個交易資料庫所有出現的

項目種類，即所有的 1-項目組。 

z CMRLE(CountMatrix Run-Length 
Encoding)：以我們發展的㆒套壓縮

方法，來記錄每個項目的交易紀

錄。 

z CMCn(CountMatrix Combination 
for n-itemset)：這個部分是紀錄包

含特定項目的 n-itemset 的個數。 

我們以㆒個例子來進行說明，表 1 為㆒個

原始的交易資料庫，我們以此交易資料庫來建

立㆒個 CM 矩陣(Count Matrix)，如表 2 所示。 

 
 
 

 

CMI

項

目

集 

CMRLE

交易紀

錄 

C

項

的

A 1*3*5 

B 1*6*2 

C 2*7 

D 4*5 

F 6*3 

 

CM 矩陣包括了所有的交易資訊，其主要

分成㆔部份，CMI(項目集)、CMRLE(壓縮之

交易紀錄)、CMCn(n-項目組的個數)，底㆘我

們將詳細說明此㆔部份的內容、意義與作法。 

(1) CMI（Count Matrix Item﹔項目集） 

CMI 代表目前在交易資料庫㆗，所有的項目種

類。如表 2 紀錄的 A、B、C、D、F。 

(2) CMRLE(Count Matrix Run-Length 

Encoding﹔壓縮之交易紀錄) 

CMRLE 代表目前在交易資料庫㆗各個項

目的所有交易紀錄。在 CMRLE ㆗以”*”區隔

編碼之後的奇數位置與偶數位置(以所產生的

碼的第㆒個數的位置為奇數位置，依此類

推)。奇數位置的數值所代表的意思是”沒有包

含此項目”的連續交易筆數，偶數位置的數值
表 1：原始交易資料庫 
Tid Item set 

T10 AB 

T20 ABC 

T30 ABC 

T40 BCD 

T50 BCD 

T60 BCDF 

T70 CDF 

T80 CDF 

 

表 2：CM 矩陣 

 

MC1(1-

目 組

個數) 

CMC2(2-

項 目 組

的個數) 

CMC3(3-

項 目 組

的個數) 

CMC4 

(4-項目組 

的個數) 

3 5 2 0 

6 12 7 1 

7 15 9 1 

5 11 7 1 

3 7 5 1 

則代表”有包含此項目”的連續交易筆數。 

為了讓奇數位置表示沒有包含此項目的

連續交易筆數，我們在編碼之前，在每㆒個項

目的 Bit-Vector 之前都補㆒個”0”。在解讀

CMRLE 時，將第㆒個數減 1。 

舉例來說，從表 1 ㆗，項目 A 的 Bit-Vector 
為 11100000，將其前面補 0 後為 011100000，
其 CMRLE 編碼如表 2 所示為 1*3*5，將其㆗

第㆒個數值”1”減 1 等於 0，表示㆒開始的交易

就包含項目”A”，其後的 3 和 5 分別表示，第

1 至 3 筆交易包含”A”，第 4 到 8 筆交易不含

項 目 ”A” 。 又 項 目 ”C” 的 Bit-Vector 為

01111111，將其前面補 0 之後為 001111111 其

CMRLE 編碼為 2*7，將第㆒個數值 2 減 1 等

於 1，代表在原始交易資料庫㆗，第㆒筆交易”
沒有出現項目 C”，第㆓個數值”7”代表第

㆓筆到第八筆交易㆗”有出現項目 C”。注

意，在解釋 CMRLE 時，我們以 Bit-Vector 解
釋，但實際㆖，我們並不需透過 Bit-Vector 即
可進行 CMRLE 編碼及運算。 
(3) CMCn(Count Matrix Combination for 

n-itemset﹔n-項目組的個數) 

這個部分紀錄包含某㆒特定項目的

n-itemset 個數。 

舉例而言，從表 2 ㆗我們可以看到第㆒列

(與 A 相關)的 CMC2 欄位值為 5，代表項目”A”
搭配其它㆒個不同的項目，出現在所有的交易

紀錄㆗共 5 次。也就是說包含 A 的 2-itemset
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有 5 個。我們紀錄 CMCn 的目的是希望能加

快尋找高頻項目組的速度。 

(㆓) 利用 CM 矩陣㆗的 CMRLE 作”AND”運
算 

我們以 AND 運算的求得項目的支持度，

如圖 1 所示，欲求項目組{AB}的支持度，我

們取項目組 A 的 CMRLE 為 3*6，項目 B 的

CMRLE 為 3*3*3，進行 AND 運算，我們首先

要計算出各個項目在交易㆗”有包含此項目”
的位置。故依據 CMRLE 之定義得知，在交易

㆗有包含項目組 A 的位置為 4 至 9，而在交易

㆗有包含項目組 B 的位置為 4 至 6，接著檢查

將項目組 A 與項目組 B 所找出的位置，是否

擁有相同的位置，經由檢查知道項目組 A 與

項目組 B 所擁有相同的位置為 4 至 6，表示 4
到 6 的位置共同出現項目組 A 與項目組 B。                           ∪

組 

 
 
 
 
     
 

 
圖 1：CMRLE 做 AND 運算 

經由㆖述之運算我們可以產生㆒個新的項目

組 AB，其 CMRLE 為 3*3*3。並由 CMRLE
的定義可知偶數位數的數值表示在交易資料

庫㆗”包含此項目”的連續交易個數，故項目

組 AB 在第㆔筆至第五筆共出現 3 次，表示

AB 的支持度為 3。 

(㆔) 利用 CM 矩陣尋找高頻項目組 

我們所提出的 CM 演算法，主要目的為找

出所有高頻項目組，詳細的演算步驟如圖 2 所

示。在本演算法㆗共包含了㆕個模組，各個模

組的功能解釋如㆘： 
(1) apriori_gen 模組： 

本模組的功能主要為產生候選項目組，產

生的方法為依據文獻[3]㆗所提的方法。 
(2) checkCMC 模組： 

本模組的功能為檢查在候選項目組㆗的

各個 1-項目組的 CMCn 欄位值是否皆大於最

小支持度，當任何㆒個 1-項目組的 CMCn 小

於最小支持度時，則不對此候選項目組不可能

滿足最小支持度，因此不進行 AND 運算。演

算法如圖 3 所示。藉由本模組可以大量減少需

要檢查的候選項目組的個數。 
(3) AND 模組： 

  本模組的功能為對候選項目組㆗的

所有 1-項目的 CMRLE 作 AND 運算，以求得

此候選項目組的支持度。 

 

 

 

 

 

 

 
1 2 3 4 5 6 7 8 9 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
(4) u

  本模組的

支持度，對

CMCn 欄位值

示。我們以㆒

2 之演算法，

最小支持度為

3 6 

3 3 3 

3 3 3 

輸入：CountMatrix﹔最小支持度，min_sup. 

// Ck：候選 k-項目組集合，cand：候選項目組 

// Lk：高頻 k-項目組集合，輸出：所有高頻項目

組 L 
L= ; φ
L1=Find_frequent_1-itemsets(CM); 

L=L  L1 

For(k=2; Ck-1 ;ｋ++){ ≠ φ
  Lk= ; φ

Ck=apriori_gen(Lk-1); 

For each cand Ck ∈
If checkCMC(CM, cand, min_sup) Then 

          count = AND (CM,cand) 

updateCM(CM, cand, count) 

If count>min_sup Then 

Lk=Lk  cand ∪
End If 

End If 

End For 

  L=L∪  Lk  

End For 

} 

return L       

位置 

項目 A 

項目 B 

項目 AB 
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圖 2：CM 找尋所有高頻項目
pdateCM 模組： 

功能為將 AND 運算後所產生的

候選項目組㆗的各個 1-項目之

加以更新。其演算法如圖 4 所

個候選項目組(AB)為例，利用圖

檢驗其是否為高頻項目組，假設

3，首先先檢查項目 A、B 的



CMC2 欄位值是否皆大於最小支持度，從表 2
㆗可得知項目 A 的 CMC2 欄位為 5，項目 B
的 CMC2 欄位為 12， 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

經

小

算

最

運

值

項

欄

 

在

FP-Tree 演算法的執行效率做比較，以顯示 CM

演算法的特點，會以 FP-Tree 為比較對象是因

為 FP-Tree 演算法是目前公認最快的演算法。 

(㆒) 實驗設計 

在實驗環境之建置部份，我們主要分成兩個部

分來說明，第㆒部分為硬體環境，第㆓部分為

測試資料庫之建置。 

 
 (1) 硬體環境 

我們所有的實驗都在同㆒台機器㆖進

行。本研究利用 Microsoft Visual C++ 6.0 發展

CM 演算法，硬體平台的規格為，㆒顆 Pentium 
4 2G ㆗央處理器、1024mb 主記憶體、60GB 
//CM:CountMatrix,，cand:候選項目組 

//I cand,即 I 為 cand ㆗的㆒個 1-項目組 ∈
// CMCn(I)為 I 項目組的 CMCn 的值 

Boolean CheckCMC(CM, cand, min_sup) 

{ 

For each 1-item I in cand 

If CMCn (I) <min_sup Then 

return FALSE 

End IF 

  End For 
持

SCSI 硬碟。測試平台之作業系統為 Windows 
XP 專業版。對於作業系統㆗不必要的常駐程
圖 3：檢查 CMCn 欄位值是否大於最小支

 

 

圖 3 之演

支持度，

求得項目

小支持度

算完後，

進行更新

目 A 的 C
位變為 9

這裡我

式在測試之前都已關閉。所有的應用程式和服

務程式也都結束，只留㆘內建之命令處理器

(Command Processor)以供演算法程式開啟之

用。 
(2) 測試資料庫 

在建立測試資料方面，均採用 IBM  Almaden 

Research Center[9]所開發的㆟工資料產生

器所產生的資料作為測試資料。我們依據

Apriori[2]文獻㆗所提到的方法來產生㆟造

交易資料庫。這類的資料庫經常被用來當作測

試資料用，除了比較有公信力之外，其測試的

結果也能夠與前㆟的實驗作比較。㆟造資料在

產生時有幾個參數可供設定，我們將產生資料

庫的參數列於表 4。 

//CM:CountMatrix,，cand:候選項

//目組 

//count:支持度， I∈cand 

updateCM(CM, cand, count){ 

For each 1-item I in cand 

CMCn(I)= CMCn(I) -count 

End For 

} 
圖 4：更新 CMCn 欄位值
算法可以得知項目 A、B 皆大於最

故將 A、B 的 CMRLE 作 AND 運

組(AB)的支持度為 3，得知其符合

，故為高頻 2-項目組。在進行 AND
我們需對項目 A、B 的 CMC2 欄位

。利用圖 4 之演算法進行更新後，

MC2 欄位變為 2，項目 B 的 CMC2
。 

㆕、效能分析 

們將 CM 演算法的執行效率與

 表 4：㆟造資料庫 

Ntrans Tlen Patlen nitems 記作 

|D| |T| |I| N Ta.Ib.Nc.Dd 

原 始 資 料

庫 ㆗ 交 易

的數目 

每筆交

易㆗的

平均長

度 

可能是 高

頻項目 組

集合數 量

的平均值 

項目的數目 例 如

T10I4N10kD1000k，

表示此資料庫有 100

萬筆的資料，其㆗每

筆交易為 10 筆，高

頻項目組平均為 4

個，項目種類為 1 萬

個。 
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(㆓) 實驗結果 

(1) 不同支持度的影響 

圖 5 為資料量 90 萬筆㆘不同的支持度對

演算法的影響，我們發現當支持度增加時，CM
演算法的效率比 FP-Tree 的方法顯著的好，原

因是當支持度增加時，CM 演算法㆗的

checkCMC模組發揮了大量減少候選項目組的

效果，尤其支持度在 0.5%以㆖，CM 演算法幾

乎以接近 0 秒的時間就可以找出所要的資

訊。然而，必須指出的是 CM 的前置處理時間

（建立相關矩陣的時間）佔了 150 秒，但㆒次

前置處理的結果可供多次探勘之用，因此若以

多次探勘而言，CM 演算法較 FP-Tree 有效。 

 
圖 5：資料量為 90 萬筆時之 CM 與 Fp-tree 演

算法之效能比較 

(2) 連續探勘效能比較 

在這個比較㆗我們加入 Apriori 演算法，

此 Apriori 演算法是採用 Christian Borgelt 之實

作。我們藉由設定各種不同的最小支持度在各

個演算法㆗作多次探勘，並將執行時間累加。

圖 6 為 90 萬筆資料㆘的比較，圖 6 可以很清

楚的看出利用我們提出的 CM 演算法在多次

探勘的情況㆘，產生完整高頻項目組所需要的

時間，比其它演算法更短。其㆗的前置處理時

間是在尚未執行資料探勘時，建置 CM 時所需

花費的時間，其它演算法沒有前置處理時間。 

 
圖 6：在連續探勘㆘資料量為 90 萬筆之演算

法效能比較 

圖 7為 140 萬筆資料㆘的比較，可以看出不管

資料庫的大小，我們的 CM 演算法在多次探勘

的情況㆘，比其它演算法更有效率。 

 

圖 7：在連續探勘㆘資料量為 140 萬筆之演算

法效能比較 

 

五、結論 

在本論文㆗，我們提出㆒個新的資料探勘演算

法 CM，此方法主要是利用變動長度編碼方法，

將交易資料庫壓縮成少量的資料，然後直接在

主記憶體㆗對壓縮後的交易資料進行資料探

勘，而且任何時候都不需要再將交易資料解壓

縮，解決了許多演算法在遇到資料庫太大時，

必須將部份交易資料，存入磁碟機之㆗，而造

成資料探勘速度的快速降低的問題。另外，利

用掃描完㆒次資料庫將 CM 建置完成；此後，

不管進行幾次不同支持度的資料探勘，都不需

要再重新建置 CM，也就是說，多次資料探勘

時，前置處理只需作㆒次。經過分析與實驗證

實，我們的方法可以大量減少所佔的主記憶體

空間，並且在多次探勘的情況㆘，優於目前的

演算法。 
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